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概要

本稿では，ロジスティック回帰モデルによるクラスタ
リング手法を提案する．本手法では，データの各クラス
タへの所属確率を多クラスロジスティック回帰モデルで
定義し，データ中のどの特徴がクラスタ決定に重要かを
訓練時に同時に決定できるようになっている．更に学習
時に重みに対し L1 正則化を適用し，更に任意の部分文
字列が特徴として利用できる学習を適用することで，少
数の特徴（文字列）のみがクラスタの決定に寄与し，そ
れらをラベルとして利用しやすい特徴がある．本手法を
文書集合のクラスタリングに適用し，従来手法と比較し，
本手法の有効性を述べる．

1 はじめに

クラスタリングとは，与えられたデータ集合を，デー
タ間の類似性や，決められた距離尺度に基づいて，似た
もの同士にまとめあげる問題である．
これまでに,クラスタリング手法には様々な手法が提

案されており，代表的なものでは K-means，混合分布に
基づく方法，スペクトラルクラスタリング [?] などが提
案されている．
特に近年では，最大マージンクラスタリング (以下

MMC; Maximum Margin Clustering) [?] が高精度であ
る点と，教師有学習であるサポートベクトルマシン（以
下 SVM）と定式化がほぼ同じであり，従来の SVMで培
われた技術が応用可能である点から注目を受け，多く研
究されている [?, ?, ?]．

MMCは，もともと教師有学習に利用されていた多ク
ラスサポートベクターマシン [?] をクラスタリングに応
用したものである．多クラスサポートベクターマシンで
は，各特徴の重みを訓練データを用いて学習し，それを
利用して新たなデータを分類していたが，MMCでは重
みだけでなく，各データのラベルも同時に決定するよう
な最適化問題を解くことでクラスタリングを行う．つま
り，「データ集合がきれいに分かれるような重みベクトル

と各データのラベル」を同時に求める．MMC をそのま
ま適用した場合の自明な解は，すべてのデータに対し同
じラベルを与えた場合になってしまうが，こ各クラスに
所属するデータ数の制約 [?]，またはそれの近似である
マージンの合計値の制約 [?, ?]を最適化問題に加えるこ
とで，意味あるクラスタリングを求めることを可能とし
ている．
本稿では，このクラスタリング問題に対し，次の三つ

の手法を提案する．
一つ目はロジスティック回帰モデルを用いてクラスタリ

ングを行う手法の提案である．従来のMMCでは，マー
ジンの最大化を行うという最適化を行っているため，各
データのクラスへの所属確率を与えることができなかっ
た．本稿では，MMC と同様の高精度を達成しつつ，各
データの各クラスタへの所属度を与えられるように，ロ
ジスティック回帰モデルを利用したクラスタリングを提
案する．
二つ目はクラスターに対しラベル付を行えるよう，利

用する特徴のスパース化を L1正則化によって実現する．
MMCも含め，従来クラスタリング手法の問題点として，
各クラスタが何を意味しているのかがわかりにくい点が
あった．本稿では，最適化の際に重みベクトルに対しL1

正則化を適用することにより，クラスタリングに利用す
る特徴の数を制約する．これは従来手法にみられるよう
な，クラスタリングしてから代表する特徴を抽出したり，
またはその逆に，代表する特徴を抽出してからクラスタ
リングを行うようなアドホックな組み合わせではなく，
統一的な枠組みでクラスタへのラベリングを行うことが
可能である．
三つ目は任意の部分文字列を利用した文書クラスタリ

ングである．これは，任意の部分文字列を利用した文書
分類 [?, ?]の本問題への自然な適用である．これにより，
文書中に出現する任意の部分文字列を利用しつつも計算
量は文書長に比例する程度で抑えられ，クラスタリング
を決定するのに効いている部分文字列を網羅的に探すこ
とができる．
これらについて，順に説明を行う．
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2 ロジスティック回帰によるクラスタ
リング

本稿では，入力データ xi (i = 1, . . . , n)を k個のクラ
スターに分ける問題を考える1．入力データ xは特徴関数
ϕを利用し，m次元の特徴ベクトル ϕ(x) ∈ Rm で表さ
れるとする．また，各データのクラスを yi ∈ {1, . . . , k}
(i = 1, . . . , n)とする．従来の教師付学習とは違って，yi

は前もって与えられておらず，これを求めるのがタスク
となる．この時，入力 xが yである確率 p(y|x; w)を多
クラスロジスティック回帰では次のように定義する,

p(y|x; w) =
1

Z(x)
exp

(
wT

y ϕ(x)
)
. (1)

ただし wy ∈ Rm は，y に関する重みベクトルであり，
Z(x) =

∑
y wT

y ϕ(x)は正規化項である．また，wy (y =
1, . . . , k)を並べたものを w ∈ Rm×k と表わすことにす
る2．
この時，入力の生成確率が最大となるようなクラスタ

割り当てと重みのペアを求め，その時のクラスタ y∗ を
クラスタリング結果とする，

(y∗, w) = arg max
y,w

∑
i

log p(y|xi; w). (2)

この定式化では，重みを自由に決めて良い中で，更に
クラスも自由に決定してよい問題となっている．
ここで，重みの最適化にL1正則化 ∥w∥1 =

∑
i |wi|を

適用する．L1 正則化を与えて最適化を行った場合，殆
どの重みが 0となるような結果が得られる．L1 正則化
は，重みパラメータに対して，ラブラス分布を仮定した
場合の事後確率最大化をした場合と考えることもできる．
よって全体の最適化は次の通りとなる．

(y∗, w) = arg max
y,w

∑
i

log p(yi|xi; w) − C∥w∥1 (3)

但し，C は wをどの程度スパースにするかのトレード
オフパラメータであり，Cが大きい場合には，多くのw

中の値が 0となり，逆には w の多くの値が 0ではなく
なる．
この最適化問題では，yの決定も含まれ，最適化は困

難であるため， [?]と同じように，変数 yを消去した次
の問題を考える．

w∗ = max
w

∑
i,y

M(i, y; w) log p(y|xi; w) − C∥w∥1 (4)

但し，M(i, y; w)は次のように定義される関数である3，

M(i, y; w) = πy′ ̸=yI(wT
y ϕ(xi) > wT

y′ϕ(xi)). (5)
1最適化な k の決定については，今回は扱わない．
2各クラスのバイアス項は，特徴ベクトルを拡張することにより対

応するとする
3もし，値が同じ場合は y の添え字が小さい場合に，1 となる変数

直感的には，M(i, y; w)は y は xi に対し最も高い確率
を与えるラベルが yの時 1，それ以外の時は 0を返すよ
うな関数である．[?]で用いられているのと同様な証明
により，式 (??)と式 (??）の最適値は一致し，この時の
変数w∗ は等しい（証明略）．
この時，結果として得られた重みベクトルから，それ

ぞれのデータのクラスターは次のように求められる．

yi = arg max
y

wT
y ϕ(x) (6)

この最適化の自明な解は全てのデータに対し同じラベ
ルを与えた場合である．また，一つの外れ値からなるク
ラスと，残り全てのデータからなるクラスといったよう
な望ましくないクラスタリングも防ぎたい．そこで，制
約として，一つのクラスが非常に大きく，または小さく
なってしまわないような制約を与えることを考える．例
えば，[?, ?]では，全てのクラス間, p, qについて，次の
ような制約を最適化問題に加える．

−l ≤
n∑

i=1

wT
p ϕ(xi) −

n∑
i=1

wT
q ϕ(xi) ≤ l (7)

本稿では，これを更に簡略した次のペナルティを最適
化に加えることを提案する．

L(w) =
∑

y

(∑
i

wT
y ϕ(xi)

)2

=
∑

y

(
wT

y ϕ(all)
)2

(8)

但し，ϕ(all) =
∑

i ϕ(xi)である．この関数は，全ての
クラスが大体均等な大きさになった場合に最も小さくな
り，一つのクラスが大きい，もしくは小さくなった場合
に大きくなるような関数である．
これらをまとめると，次のような最適化を行う

w∗ = max
w

∑
i,y

M(i, y; w) log p(y|xi; w) (9)

−C∥w∥1 − C2L(w)

但し，C2 は，クラスタの大きさを調整するパラメー
タである．
式 (??)の最適化には， [?]で用いられていた手法と同

様に，ラベルの割り当てと，重みの最適化を交互に行う
ことにより求められる．これは，(??)中のM(i, y; w)の
値を最適化の 1ステップ中は固定することで実現される．

3 全ての部分文字列を用いた文書表現

次に，どのように文書を特徴ベクトルで表現するかに
ついて述べる．従来の文書分類やクラスタリングでは，
文書の表現に，文書中に出現する単語や，N個の文字や

－ 415 －



単語の連なりである文字 N-gram，単語 N-gramのそれ
ぞれがベクトルの各次元に対応している，いわゆる Bag
of Words(BOW)表現を利用していた．BOW表現は単非
常に単純化された表現になっているが，文書のクラス決
定には少数の単語の出現が効いている場合が多いため，
BOW表現でも高精度で分類できる場合が多い．
しかし，単語 BOWでは次のような問題があることが

知られている．一つめは，日本度など分かち書きされて
いない場合には，形態素解析を行うが，その場合には解
析エラーが発生することである．二つ目はデータがそも
そも未知ドメインのデータなどで，単語分割が容易にで
きない場合があるということである．三つ目は最も重要
な問題だが，分類/クラスタリングに効くような文字列
単位と形態素単位が違う場合があることである．例えば
映画タイトルなどは，単語単位に切り分けてしまった場
合，情報が失われてしまう．
そこで，全ての部分文字列を利用して BOW表現する

ことを考える．文書中に出現する全ての部分文字列を直
接考えた場合，文書長の 2乗個の部分文字列がありうる
ため，そのまま部分文字列をすべて列挙し最適化を行う
ことは計算量的に困難である．部分文字列の出現回数や
長さなどで，利用する部分文字列を制限する場合も，網
羅性や最悪時の挙動を制御できないなど問題が残る．
これに対し，適切なデータ構造とアルゴリズムを利用

することにより，近似なしで，全文書長に比例した時間
で全ての部分文字列を利用した BOW表現でも線形時間
で学習できることが知られている [?, ?]．本稿では，こ
の手法を今回のクラスタリングに応用し，任意の部分文
字列を利用した文書クラスタリングを考える．
はじめに，いくつか用語を定義する．入力文書 T と，

任意の二つの部分文字列 q1，q2が与えられた時，これら
の出現位置が全て同じ場合を q1 =P q2と定義する (正確
な定義は [?, ?] を参照）．例えば，T = abracadabraの
場合，ab =P abr，bra =P abraだが，a ̸=P abである．
この時，T 中に出現する全ての部分文字列は=P の関係
により，いくつかの集合に分割される．この各集合に属
する部分文字列の中で，一番長い文字列4を極大部分文字
列と呼ぶ．これらのうち出現回数が二回以上の極大部分
文字列の集合をMT で表すとする．例えば，入力文字列
が “abracadabra”の場合，MT = {a, abra}である．極大
部分文字列の数は，文書長より少なく，実際には文書長
の数分の一であることが知られている．この問題を文書
集合にも適用できるようにするために，文書データ (xi)
に対し，それらを入力には出現しない特殊文字 $i を間
に挟んでつなげた配列 x1$1x2$2...xn$nを作成し，T と
置く．
この時，T の二つの部分文字列 q1, q2が，q1 =P q2を

満たすならば，q1 と q2 の各文書での出現位置は全く同

4各集合の極大部分文字列は必ず一意に決まる

Algorithm 1アルゴリズム全体の流れ
入力: 訓練データ {xi} (i = 1, . . . , n)，トレードオフ
パラメータ C

H = {}, w = 0
loop
極大部分文字列中から勾配が最大のもの kを探索す
る (O(n) time)
(vk を勾配の値とする)
if |vk| < C then

break
end if
H = H ∪ k∗

H に含まれる素性についてのみ，式 (??)を最適化
end loop
各 iにつき，yi = (w∗)T phi(xi)をクラスラベルとし
て出力

じであり，同様に出現回数も同じである．よって，BOW
表現の場合，=P の関係を持つ部分文字列の集合は全て
同じ統計量を持つ（たとえば文書中の出現回数な文書頻
度などは同じである）．よって，極大部分文字列のみを
部分文字列の素性として最適化すればよいことになる．
これらの極大な部分文字列は，拡張接尾辞配列を用い

ることで，効率的に列挙することができる．まず，極大
部分文字列は必ず，接尾辞木における内部節点または，
葉に対応する部分文字列である．特に，出現回数が 2回
以上の極大部分文字列は必ず，内部節点に対応する．し
かし全ての内部節点が極大部分文字列であるとは限らな
い．極大部分文字列の必要十分条件は，その部分文字列
が内部節点に対応し，かつ，その節点に対応する BWT
配列が二種類以上の異なる文字を持つ場合である．接尾
辞木中の内部節点の個数は最大でも s − 1個であり [?]，
これより，極大部分文字列を代表とする集合の数は多く
ても s − 1個である．
この極大部分文字列に関して，??の各重みに関する勾

配を求めることは [?, ?]同様に，補助データ構造を利用
することで定数時間で可能である．
さらに，あらかじめ全ての部分文字列を含めて最適化

を行わずGraftingを利用することで，実際に利用される
部分文字列に比例する時間で最適化を行うことが可能で
ある．

4 実験

提案手法の性能を調べるため，データセットとして 20
newsgroup(20-news-18828)5，WebKBを利用しクラスタ
リングを行った．これらのデータセットを [?] らと比較
が可能なようにデータを作成した．20 newsgroupは，大

5http://people.csail.mit.edu/jrennie/20Newsgropus
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表 1:各手法のクラスリング精度 (%)の比較

データ LLC+ALLSTR LLC+BOW K-MEANS NC MMC
20-NEWS 71.12 69.15 35.27 41.89 70.63
WK-CL 71.05 65.38 55.71 61.43 71.95
WK-TX 64.50 60.15 45.05 35.38 69.29
WK-WT 74.05 73.12 53.52 32.85 77.96
WK-WC 71.20 71.05 49.53 33.31 73.88

トピックの中から recを選んだ．rec中には，トピックと
して，autos, motorcycles, basebal,そして hockeyが含ま
れている．また，WebKBは 4つの大学のウェブページ
のクローリング結果からなり，それぞれ student,faculty

など 7つのトピックに分かれている．
クラスタリングの精度を測るために，[?, ?]で用いら

れているのと同様の方法を用いた．これは，(1)ラベル
付きデータからラベルを取り除く (2)クラスタリングア
ルゴリズムを動かす．この時，クラス数は元々のラベル
種類数と一致させる (3)それぞれのクラスタに対し，そ
の中に含まれるデータにもともと与えられていたラベル
を調べ，各クラスタにクラスタ中の最もラベルが大きい
ものを割り当てる (4)各クラスタで，正しく分類できて
いるものの個数を調べる．
これは必ずしも，この精度が低い場合に不正解とは言

えないが，クラスタリング精度の一つの指標を示してい
るといえる．
本手法と K-Means，スペクトラルクラスタリングの

Normalized Cut(NC) [?],そして最大マージンクラスタリ
ング (MMC) [?]を比較した．本手法以外の数値はすべ
て [?] からの引用である6.提案手法は，単語をそのまま
用いた場合 (LLC+BOW)と，単語と任意の部分文字列
(LCC+ALLSTR)を利用した場合を比較した．結果から
提案手法は，大部分で MMC と同程度の精度であった．
同じ BOW表現を用いた場合には，本手法がMMCより
もわずかに低い精度であった．これはMMCが分類精度
の最適化を行っているのに対し，LLCは確率の最大化を
行っているためであり，確率情報を利用する場合には提
案手法の有利性がみられると考えられる．また，任意の
部分文字列を利用した場合にはいくつかのデータセット
で提案手法が従来のMMCを上回る精度を達成している．

5 まとめ

本稿では，L1正則化付ロジスティック回帰モデルによ
るクラスタリングを提案し，文書クラスタリングに適用
した．本手法は高精度を達成しながら，所属確率も与え
ることができるほか，各クラスタの決定に寄与する特徴

6いくつかに関しては再実装を行ったが大体同じか僅かに低い精度
であった

をスパースにするようなにすることもでき，各クラスタ
のラベリングも結果として得られる．
さらに，文書から，任意の部分文字列を文書の特徴と

して利用しながら文書長に比例する計算量でクラスタリ
ングできることを示した．これにより，文書中に出現す
る特徴的なフレーズなどをもれなく利用してクラスタリ
ングすることが可能となる
今後の課題としては，クラスタリングの制約として

ユーザーが与える指標を今回与えたような指標以外に
もっとフレキシブルにできるかということである．また，
今回の最適化においては，初期値によってはクラスタリ
ング精度が悪くなる場合もみられた．今後は，初期値に
依存しないような，よりロバストな最適化手法を考えて
いく予定である．
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