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1 はじめに
因果関係に関する知識は，質問応答システムや対話
システムなど，幅広い自然言語アプリケーションにとっ
て重要な知識のひとつである．近年では，大規模な文
書集合から自動的に因果関係知識を獲得する手法が既
に幾つか提案されている．
文書内では，因果関係にある出来事対は共起して出現
しやすく，特に，日本語では，係り受け関係を持ちやす
い [16]．因果関係知識の自動獲得に関する既存研究には
幾つかのアプローチがあるが，その多くは，明示的ある
いは暗黙的に，因果関係にある出来事対は文書内で共起
しやすいという出現傾向を利用している [13, 4, 2, 15]．
本研究では，出来事対の共起情報に加え，少数の教
師信号（因果関係にあるか否かが既にわかっている出
来事対）を利用して，任意の出来事対が因果関係にあ
るか否かを判定する確率的因果モデルを構築，提案す
る．提案モデルには，次の特徴がある：

• 半教師あり学習によるモデル構築，
• 手がかり語句への非依存性，
• 隠れ変数の導入による疎データ問題への対応．

因果関係に関する大規模な教師信号を作成することは
負荷が高く現実的でないため，教師信号と共起出来事
対の情報を混合して利用する．教師の有無という観点
から見れば，共起出来事対は教師なしデータであり，提
案モデルは半教師あり学習アルゴリズムにより構築さ
れる．次に，ここでいう共起出来事対は因果関係の手
がかり語句（「ため」や「ので」など）の有無を問わず
収集されることを仮定する．このことは，従来モデル
（e.g., [7]）と違い，提案モデルは手がかり語句の情報
に依存せずに構築されることを意味する．結果，因果
関係知識の獲得における高い被覆率が確保できる．ま
た，一般には，モデル構築に利用可能なデータが疎に
なり，十分に信頼できる出来事対の共起情報を得るこ
とは困難である（ゼロ頻度問題）．提案モデルでは，原
因，結果となる出来事に対する隠れ変数を導入するこ
とで，この問題を回避し，訓練データに出現しない出
来事対についても因果関係にあるか否かの判定を可能
にする．
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本稿の構成を示す．まず，2節で関連研究について述
べ，3節で提案モデルを説明する．その後，4節で評価
実験について述べ，5節で本稿をまとめる．

2 関連研究
因果関係に関する知識，あるいは，言語表現を文書
集合から自動獲得する研究について述べる．

Girju et al. [4]は，手がかり語句を利用して，英語文
書から因果関係を表す名詞句対を獲得した．Sanchez-
Graillet et al. [11]は，英語名詞句間の因果性を判定す
るベイジアンネットワークを構築している．

Torisawa [13]は，動詞並列句に注目した，手がかり
語句に依存しない手法を提案しているが，そこでは教
師信号は利用されない．Chang et al. [2]や山田ら [15]
は，ナイーブベイズ分類器（NB）に教師なしデータを
取り込む方法 [10]を用いて，因果関係知識を自動獲得
した．ここで，因果関係をモデル化する際には，出来
事間の依存関係を捉えることが重要であると考えられ
る．しかし，彼らは分類器として NB を用いているた
めに，出来事対の間の依存関係は陽にモデル化されて
おらず，改良の余地がある．本研究では，出来事対の間
の依存関係を陽にモデル化する．なお，Torisawa [14]
や Inui[7]では，因果関係の種類を下位分類したり，一
部の下位分類のみに注目しているが，本研究では因果
関係の下位分類は考慮しない．

3 確率的因果モデル
原因側，結果側の出来事を xおよび y，それらの対
を 〈x, y〉，出来事対が因果関係にあるか否かを表す因果
関係クラスを c ∈ {0, 1}で表し，教師信号となる共起
出来事対を 〈x, y, c〉 で表す．我々の目標は，教師信号
の集合 Dl = {〈x, y, c〉1, ..., 〈x, y, c〉|Dl|} と共起出来事
対の集合Du = {〈x, y〉1, ..., 〈x, y〉|Du|}からなるデータ
D = Dl ∪Du を利用して，任意の出来事対 〈x, y〉が因
果関係にある (c = 1)か否 (c = 0)かを判定する確率モ
デルを構築することである．

3.1 モデル構造

図 1を参照しながら提案モデルを説明する．図 1下段
の３つのモデルが本稿で新たに提案するモデルである．
まず，共起データのための確率モデルを拡張する．
図 1の (a)および (b) は，Hofmann et al. [6]が提案し
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図 2: クラス付きプロダクトモデルの (1)モデル構造，(2) Q関数，(3)(4) Eステップでの計算式と (5)クラス判
定式
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図 1: 提案モデルのグラフ表現：x, yは観測変数 (原因
側出来事，結果側出来事)，cは部分観測変数 (因果関係
クラス)，z, zx, zy は隠れ変数．

た共起データのための確率モデルである．(a)をアスペ
クトモデル (Asp)，(b)をプロダクトモデル (Pro)と呼
ぶ．モデル内の zおよび zx，zy は隠れ変数である．隠
れ変数の各状態は x，yに関する意味クラスタを形成し
ていると解釈でき，意味クラスタが与えるスムージン
グ効果により疎データ問題が解消される．アスペクト
モデルでは隠れ変数の数は１つであるが，プロダクト
モデルでは２つあり，２つの隠れ変数間（原因側の意
味クラスタから結果側の意味クラスタ）の依存関係が
陽に表される．

(a)と (b)はどちらも出来事対 〈x, y〉のための確率モ
デルである．各モデルに対し，教師信号の情報を考慮
するためにクラス変数（因果関係クラス）cを加えたモ
デルが (d)および (e)である．ここでは，(d)をクラス
付きアスペクトモデル (Class-Asp)[12]，(e)をクラス付
きプロダクトモデル (Class-Pro)と呼ぶ．すべての出来

事対に対して因果関係クラスのラベル値を得ることは
現実的に不可能であるので，xと yが観測変数である一
方で，cは部分観測変数となる．図からわかるように，
因果関係クラスの情報は，隠れ変数を介して，原因側，
結果側の各出来事の生成確率に影響を与える．

続いて，図 1の (f)は，(e)から隠れ変数間の依存関
係を無視した構造をしており，(d)と (e)の中間の複雑
さを持っている．(c)は因果関係クラスが与えられたと
いう条件で出来事 xと yの独立性を仮定したモデルと
なっており，いわゆるナイーブベイズモデル (NB)[9]の
形をしている．(f)は (c)に隠れ変数を加えた形をして
いることから，本稿では (f) を潜在ナイーブベイズモデ
ル (Latent NB：LNB)[8]と呼ぶ．

以上，提案モデルを含む６つの確率モデルを紹介し
た．4節では，評価実験を通して，これらの確率モデル
の因果性判定課題に対する有効性を検証する．

3.2 推定法

確率モデルの推定方法について述べる．ここでは紙
面の制約から，最も複雑さの高いクラス付きプロダク
トモデルのみを記述するが，他のモデルも同様である．

図 1(e)のクラス付きプロダクトモデルにおいて，出来
事の出現を表す確率変数 xおよび y，因果関係クラスを
表す確率変数 c，それに隠れ変数 zx，zyを加えた 5つの
変数の同時確率は図 2の式 (1)になる．入手可能なデー
タは，部分観測変数 c，および隠れ変数 zx，zyを含む不
完全データであるため，モデル推定には Expectation-
Maximization(EM)アルゴリズム [1]を適用する．EM
アルゴリズムで用いられるQ 関数，すなわち，隠れ変
数の事後確率に関する対数尤度の条件つき期待値は図 2
の式 (2)で表される．ここで，θ はパラメータの集合，
Nxiyjcm

は訓練データ中での教師信号 〈xi, yj , cm〉 の出



現頻度，Nxiyj
は訓練データ中での因果関係クラスが不

明な共起出来事対 〈xi, yj〉の出現頻度をそれぞれ表す．
また，P̄ (・)は古いパラメータを用いて計算された確率
値であることを表す．この時，E(Expectation) ステッ
プは隠れ変数の事後確率の計算に帰着される (式 (3)，
(4))．また，M(Maximization) ステップはQ関数の各
パラメータに対する最大化問題となり，ラグランジュの
未定乗数法を用いることによって解ける．

4節で述べる評価実験では，実際には，EMアルゴリズ
ムの変種である tempered EM[5]を採用する．tempered
EMでは，更新途中の確率値に対して重み β を付与す
ることができる．これにより，更新途中の確率値を過
信することによる推定の失敗を回避しやすくなる．ま
た，教師信号 〈x, y, c〉 の量に比べ，教師なし事例，す
なわち，因果関係クラスが不明な出来事対 〈x, y〉が大
量に存在する場合は EMアルゴリズムがうまく機能し
ないことがある．そこで，教師なし事例に対して重み
λ (0 ≤ λ ≤ 1)を設け (e.g., Nigam et al. [10])，確率値
の更新過程において，教師信号に対する教師なし事例
の影響を抑えてモデルを推定する．

3.3 判定法
構築したそれぞれのモデルから xや y，cに関する幾
つかの確率が得られる．これらの確率値を利用して出
来事対の因果性を判定する方法について述べる．
まず，因果関係クラス cを含む，(c)ナイーブベイズ
モデル，(d)クラス付きアスペクトモデル，(e)クラス
付きプロダクトモデル，(f)潜在ナイーブベイズモデル
では，出来事対 〈x, y〉が与えられたとき，次の式 (6) で
因果関係クラス cの状態を決定することで，因果性を
判定する：

ĉ = argmaxcmP (cm|x, y)． (6)

モデルによって P (cm|x, y)の具体的な計算式は異なる．
例えば，クラス付きプロダクトモデルの場合では，図 2
の式 (5)になる．
提案モデルとの比較モデルとなる，(a)アスペクトモデ
ルと (b)プロダクトモデルは因果関係クラスを含まない．
そこで，これら２つのモデルに関しては，次の方法で判
定する．出来事対 〈x, y〉が与えられたとき，まず，共起
尺度として頻繁に利用される式 (7)の PMI (pointwise
mutual information) [3]を求める：

PMI(x, y) = log
P (x, y)

P (x)P (y)
． (7)

そして，判定には，PMI に対する閾値 σ を予め定め
ておき，σ以上の PMI値をもつ 〈x, y〉の間には因果関
係があり，σより低い値をもつ 〈x, y〉の間には因果関係
がないと判定した．

4 評価実験
4.1 設定
訓練データについて説明する．我々は，以前，新聞記
事を対象として，文書内に出現する因果関係の出現傾
向を調査した [16]．まず，この調査過程で得られたデー
タの中で，因果関係をもつ出来事対集合と因果関係を
もたない出来事対集合のそれぞれから，動詞を述部に
もつ出来事の対を 200件ずつ抽出した．そして，この
抽出データから教師信号を生成し訓練に用いた．
今回の実験では，出来事（の表現）を動詞一語で近似
し，因果モデルを構築した．例えば，〈目の異状を訴え
る, 病院へ運ぶ 〉という出来事対が手元にある場合は，
そこから 〈訴える,運ぶ 〉という動詞対を生成してモデ
ルの訓練に用いた．この決定は文書中に含まれる因果
関係の観察から得た次の仮定に基づく：

共通の述部をもつ複数の出来事対の集合の中で，述
部の対が係り受け関係にある出来事対は因果関係
の有無に関して同様の傾向をもつ．

すなわち，係り受け関係にある出来事対に注目した場
合，それらの出来事対の因果性は述部の情報から決定
される傾向にあると仮定する．例えば，次の２文中の
それぞれの出来事対は共通の述部をもち係り受け関係
にある．これらの出来事対の間には共に因果関係があ
ると考えられ，上記の仮定を満たしている．
• 目の異状を訴え， 病院へ運ばれた
• 背中の痛みを訴えたので， 救急車で運んだ

当然，仮定を満たさない例外も存在するが，この近似
によりモデルの複雑さを軽減できる利点がある．
教師なしデータには，教師信号が得られた文書とは
異なる新聞記事から，係り受け関係にある共起動詞対
を抽出して用いた．なお，得られた動詞対の大部分は，
抽出元の文書内において手がかり語句を有していなかっ
た．教師なしデータの量の違いによる因果性判定の精
度変化を調査するために，量の異なる３セットの教師
なしデータ（100 件，1000件, 10000件）を用意した．
評価は，教師信号に関する 5分割交差検定で行った．

ただし，どの分割データに対しても教師なしデータは
共通である．評価尺度には，以下の式で得られる再現
率 (R)と適合率 (P )をもとに，F 値 (2RP/(R+P ))を
算出した．
R = |A ∩B|/|A| P = |A ∩B|/|B|
A = 因果関係をもつ出来事対の集合

B = 因果関係があると判定された出来事対の集合

4.2 結果
まず，因果関係クラスをもつ４つのモデル (c) NB，

(d) Class-Asp，(e) Class-Pro，(f) LNBを比較する．
実験の結果を表 1に示す．教師なしデータの量ごと

に，最も高い F 値を太字にした．各モデルは，隠れ変



表 1: 評価実験の結果 (F 値)

(c) NB (d) Class-Asp (e) Class-Pro (f) LNB
0 .298 .319 .583 .533

教師なし 100 .328 .588 .610 .569
データの量 1,000 .459 .644 .641 .595

10,000 .623 .677 .678 .631

数の状態数に加え，3.2節で述べた β と λというハイ
パーパラメータをもつ．表 1は，幾通りかのパラメー
タ値の組合せを試行した中で最良であった結果を示し
ている．
隠れ変数をもたない (c) NBに比べ，提案モデルであ

る (d) Class-Asp，(e) Class-Pro，(f) LNBでは良好な
結果を得た．提案モデルの中では，顕著な差はないが，
総合的には (e)Class-Proが良いと言える．また，表 1
から，いずれのモデルにおいても教師なしデータの量
を増やすことで F 値も上昇しており，ここから半教師
あり学習の効果が確認できる．
続いて，クラス変数（因果関係クラス）を導入した効果
を調査するために，因果関係クラスをもたない (a) Asp，
(b) Proと提案モデル (d) Class-Asp，(e) Class-Proを
比較する．まず，(a) Aspと (b) Proでは 3.3節で述べ
た判定方法において，PMIに対する閾値 σを変化させ
ながら F 値を観測し，最も高い F 値を求めた．一方の
(d) Class-Aspと (e) Class-Proでも同様に，まず，判
定式 (6)で得られた ĉに対応する P (ĉ|x, y)に対して閾
値 υを設定し，P (ĉ|x, y) ≤ υとなる出来事対について
は判定を保留する．そして，閾値 υ を変化させながら
F 値を観測し，最も高い F 値を求めた．結果を表 2に
示す．表 2は，10000件の教師なしデータを用いて獲
得された推定モデルによる結果である．

表 2: クラス変数の効果 (F 値の最大値)

(a) Asp .638 (b) Pro .641
(d) Class-Asp .730 (e) Class-Pro .829

表 2から，(d) Class-Asp，(e) Class-Proは (a) Asp
および (b) Proのどちらよりも高い F 値を得た．この
結果から，クラス変数を導入することの有効性が確認
できる．

5 おわりに
本稿では出来事対の因果性を判定するために，共起
モデルを拡張した幾つかの確率モデルを提案した．評
価実験を通して，クラス変数，隠れ変数を導入した確
率モデルが因果性判定課題に有効であることを示した．
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