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1. はじめに

音声翻訳システムは音声認識と機械翻訳，テキスト音声

合成の３つのモジュールによって構成されている．たいて

いの場合，音声認識部は単語誤り率 (WER)が最小になる
ように最適化されている．しかしWERの減少が直接翻訳
精度の向上に繋がる保証はない．先行研究では音声認識

と機械翻訳を翻訳の指標である BLEU[1]の値が最大にな
るように同時最適化を行い，一定の成果を上げている [2]．
また機械翻訳の最適化では，多くの素性を用いることが

翻訳精度向上に繋がることが確認されているが [3]，同時
最適化において多くの素性を用いる試みはまだない．そ

こで，多くの素性を最適化可能な対ランク最適化 PRO[3]
を用いて同時最適化を行った．機械翻訳の素性と音声認

識の素性に加えて，認識単語の頻度を素性として適用し，

多数の素性を用いて同時最適化の効果を検証した．旅行

会話 (BTEC)による音声認識，機械翻訳における実験結
果より同時最適化において PROは MERTに比べて精度
が低いことが分かった．しかし素性を多く用いることで

一定の精度向上を確認することができた．

2. 音声翻訳システム

音声翻訳では，入力信号Xは音声認識によって原言語文

の認識仮説Fへ変換される．さらに認識仮説F が機械翻

訳へ入力され，翻訳仮説Eが得られる．

2.1. 音声認識の定式化

入力信号Xに対する認識仮説F の事後確率は P (F |X)

と定義され，下記の対数線形モデルで与えられる [4]．

P (F |X,λASR) =
1

ZF
exp

{∑
i

λiφi(F ,X)

}
(1)

ZF =
∑
F,X

exp

{∑
i

λiφi(F ,X)

}
(2)

ZF は正規化係数を表し，φi(F ,X) は素性関数を表

す．認識で用いられる素性は音響モデルの対数確率

logPam(X|F )，原言語モデルの対数確率 logPslm(F )，単

語数 |F |である．入力X に対してデコーディングによっ

て得られる確率最大の認識仮説は

F̂ = argmaxF (P (F |X,λASR)) (3)

となる．

2.2. 機械翻訳の定式化

認識仮説 F に対する翻訳結果Eの事後確率は P (E | F )

と定義され，下記の対数線形モデルで与えられる．

P (E | F ,λMT ) =
1

ZE
exp

{∑
i′

λi′φi′(E,F )

}
(4)

ZEは式 (2)と同じく正規化係数である．φi′(E,F )とし

て翻訳で標準的に用いられる素性は言語モデル対数確率

logPlm(E)，翻訳モデルの前向き対数確率 logP (E | F )，

後ろ向き対数確率 logP (F | E)，並べ替えモデル対数確

率などの計 14素性である [5]．Ê は式 (3)と同じく確率
最大の翻訳仮説を表す．

3. 重み最適化

最適化とはある制約条件のもとで目的関数を最大化もし

くは最小化することである．通常，音声認識のパラメー

タ λASRを音声認識の評価尺度である単語誤り率 (WER)
で最適化する．

λ̂ASR = argminλASR
WER(F ref , F̂ ) (5)
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表 1: 認識，翻訳候補の例

認識候補 翻訳候補

i f(i) j e(i, j) φ(i, j) b(i, j)

1 “何をお飲みになりますか” 1 “what would you like to drink ?” [2 4] 1.00

2 “何用をお飲みになりますか” 2 “what would you like for ?” [3 8] 0.60

3 “何いをお飲みになりますか” 3 “what do you have ?” [6 1] 0.28

機械翻訳のパラメータ λMT を翻訳の評価尺度である

BLEU[1]で最適化する．

λ̂MT = argmaxλMT
BLEU(Eref , Ê) (6)

最適化の手法については次節以降に示す．

3.1. 誤り率最小化学習 (MERT:Minimum Error Rate
Training)

MERT[6]は評価関数を直接最大化する手法である．通常，
BLEUやWERなどの評価関数は局所解が存在し，微分不
可能であるため厳密に最大化することは困難である．そ

こで，MERTは与えられた素性に対して，それに付随す
る全てのパラメータを最適化するのではなく，一つ一つ

のパラメータを順に最適化することにより評価関数を最

適化する手法である．また一つのパラメータの最適化手

法は Ochの線形探索アルゴリズム [6]である.

3.2. 対ランク最適化 (PRO:Pairwise Rank Optimization)

MERTは線形探索を行っており，学習に必要な時間が素
性の数に比例して増加するため，高次元の素性空間にお

ける最適化には適していない．そこで多くの素性に対応

可能な対ランク最適化 PRO[3]を適用する．PROはラン
ク学習を用いた重み最適化法である．学習の段階では翻

訳仮説に対して，予め BLEUスコアを計算しておく．次
に翻訳候補のペアを作り，BLEUスコアが高い候補から
低い候補の素性の差分を取り，プラスのラベルを与える．

同様に BLEUスコアが低い候補から高い候補に対しても
素性の差分を取り，マイナスのラベルを与える．翻訳の

ペアを仮に e(i,j)と e(i,j’)，素性のペアをφ(i, j)，φ(i, j′)

とし，それらの BLEUスコアを b(i, j)，b(i, j′)とする. 例
えば，表 1の第 1と第 3候補において得られる評価関数は
b(1, 1) > b(1, 3)となり，素性の差分とラベルは ([-4,3],+)
と ([4,-3],-)となる．これを分類器の学習データとして加
える．また全ての候補対を利用するのではなく，下記式

の通り BLEUの差が 0.05以上である候補対のみ利用する

ことで，BLEUの差が有意でない候補対をデータから取
り除き，過学習を防ぐ．

α(|b(i, j)− b(i, j′)|) =

{
0 if |b(i, j)− b(i, j′)| < 0.05

1 otherwise
(7)

3.3. デコーディングと同時最適化

通常，音声認識と機械翻訳は個別に最適化されており，認

識の確率が最も高い候補を翻訳し，翻訳の確率が最も高

い候補を出力する．しかし，認識の確率が最も高い候補

が翻訳に適しているとは限らないため認識において複数

の候補を考慮すると更なる精度向上が実現できる [7]．同
時デコーディングにおける事後確率を対数線形モデルで

表すと下記の用になる．ZE,F は式 2と同じく正規化係数
である．

P (E,F |X) =
1

ZE,F
exp

{∑
i

λiφi(E,F ,X)

}
(8)

入力信号X に対してデコーディングにより得られる確率

の最も高い翻訳仮説は

Ê = argmaxE(P (E,F |X,λASR,λMT )) (9)

本研究では同時デコーディングの手法として認識の n-best
を用いて翻訳を行う．つまり式 (9)の確率最大の仮説を探
索する時，F の母集団は認識の n-bestであり，Eの母集

団は各認識仮説に対して生成される翻訳候補である．同

時最適化では選ばれた仮説と参照文の BLEUスコアが最
も高くなるようなパラメータλASR，λMT を同時に最適

化する．

λ̂ASR, λ̂MT = argmaxλASR,λMT
(BLEU(Eref , Ê))

(10)
パラメータの最適化手法は先行研究では上記に記した

MERT であり，本研究ではこれに加えて PRO の効果を
検証する．これらの手法により，通常の個別最適化では

得られなかった候補が選ばれるように同時最適化が行わ

れる．
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4. 新たな素性：認識単語の頻度

PROの利点の一つは多くの素性が利用できるところにあ
る．そこで，新たな素性として，認識候補の単語を素性

として加える．これにより翻訳に寄与する単語の認識に

対する重みを最適化することが期待される．図 1に示す
ように音声認識用の辞書を用意し,単語単位で一致した個
数をカウントする．

図 1: 認識単語の頻度

5. 実験結果と考察

5.1. 実験条件

実験で利用したデータは表 2の通りである．HMM音響モ
デルを使用し学習には CSJの男女講演データ 486時間を
使用した．原言語と目的言語の言語モデルの学習には旅行

会話コーパス BTECのデータを原言語では 12k文，目的
言語では 162k文を使用し Trigram言語モデルを使用した．
翻訳モデルの学習には BTEC162k文の日本語と英語のパ
ラレルコーパスを使用し，翻訳モデルはMoses[5]によっ
て構築されたフレーズベース翻訳モデルである．チュー

ニングは BTECの 1,220文の日本語の音声データを使用
し，テストはチューニングでは使用していない BTECの
1,220文の日本語の音声データを使用した．

表 2: 本実験で使用したデータサイズ

学習データ (音響モデル) 486時間

学習データ (言語モデル (原言語)) 12k文

学習データ (翻訳モデル) 162k文

学習データ (言語モデル (翻訳言語)) 162k文

チューニングデータ 1,220文

テストデータ 1,220文

5.2. チューニング条件

MERTと PROを最適化手法として使用し，音声認識で出
力される認識仮説は 1-best と 50-best を使用した．翻訳
の素性はベースラインで通常の 14素性を使用した．さら
に認識の n-bestを考慮したシステムでは，2.1節で説明

した 3素性を加えたシステムを「+ASR」と記し，4節で
説明した語彙素性を加えたシステムを「+Lex」と記する．
MERTと PROではMoses[5]の実装を使用し，PROに用
いる２値識別器としてMegaM[8]を使用した．スコアは
3回の平均値を用いて，翻訳仮説は 50として，イテレー
ション回数は 25回とした．

図 2: チューニングデータにおける翻訳精度

図 3: テストデータにおける翻訳精度

5.3. 実験結果と考察

実験結果を図 2，図 3に示す．MERTと PROの両手法に
おいて認識の n-bestを考慮した方が BLEUスコアが減少
している．これは音響モデルスコアが反映されていない

ため音声認識の n-best候補の中から正解でない翻訳しや
すい候補を選び翻訳したためである．またMERTにおい
てチューニングデータ，テストデータ共に音響的特徴量が
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BLEUスコアを上昇させていることが確認できる．PRO
においては n-bestを利用することにより BLEUスコアが
低下しており，音響的特徴量を素性として加えることに

より，BLEUスコアの上昇が見られたが，1-bestの PRO
の値を超えるほどではない．今回は各手法によるチュー

ニング時間の計測も行った．MERTは 1bestで 5,106秒，
n-best で 28 万秒，音響的特徴量を考慮した n-best では
48万秒の時間がかかったが，PROでは 1-bestで 3933秒，
n-bestで 10万秒，音響的特徴量を考慮した場合で 23万
秒とMERTに比べチューニングに要する時間は大きく減
少している．

本研究で提案した認識単語の頻度も BLEUスコアの上昇
に寄与していおり，BLEUスコアがチューニングデータ
においては 1.7、テストデータにおいては 0.4程度の翻訳
精度の向上が見られ，多くの素性を用いることが BLEU
スコアの向上に寄与することが確認できた．新しい素性

に期待した効果は下記の 2点である．

• フィラーなどの余分な単語の除去

• 翻訳に重要な単語が含まれる候補の優先的選択

これらの効果について分析を行った．まずフィラーに関

して，フィラーと最適化によって出力された重みの関係

性を表 3に示す．フィラーと思われる認識単語の重みは
おおむねマイナスとなっており，観測された分だけ，そ

の認識候補を選ばないように学習していることが分かる．

次に翻訳に重要な単語が含まれる候補を優先的に選択す

表 3: フィラーに対して学習された重み

フィラー 重み フィラー 重み

え -0.0562 いっ -0.0035

う -0.0346 おっ -0.0001

わ -0.0123 えっ -0.0045

表 4: 最大と最小の学習された重み

認識単語 重み 認識単語 重み

が 0.2218 か -0.5516

お 0.1363 二 -0.1541

を 0.1223 え -0.0562

る場合について述べる．表 4より，最も重みが高くなっ
たのが「が」や「を」のような機能語である．例として重

みが高い「が」と重みの低い「か」という単語に着目し

てみる．この単語が含まれる場合とそうでない場合にお

いて分析を行った．その分析で発見した例を表 5に示す．

表 5: 認識単語と効果の例

認識単語 英文

すみませんがウェイトレスさん excuse me , miss .

すみませんかウェイトレスさん excuse me ? miss mr .

この例より「が」ではコンマとなり，「か」ではハテナ

となっており，期待した効果を確認できた．

6. Conclusion

本研究では新たな素性を加え，PROによる同時最適化の
検討を行った．実験結果より PROはチューニングにおい
てMERTに比べると精度が劣るが，多くの素性を用いる
ことで精度が向上することが確認できた．今後は素性と

データ数を増加し PROの効果を検証していきたい．また
MIRA[9]など PRO以外に多くの素性に対応可能な学習法
が存在するため，これらの同時最適化を用いた際の効果

を検証したい．
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